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摘要：经济间的紧密联系使城市群区域间多相关收费站交通数据间存在空间关联，准确描述该联系对提升高速公路交

通流预测的精度具有积极作用。然而，由于受诸多不确定性的影响，该关联性难以捕捉和量化。针对这一缺陷，该文

提出一种 ATGCN‑ResGRU 深度学习高速公路交通流预测方法。通过结合注意力机制构建高、中、低注意度的 3 个

GCN 拓扑网络，并根据各个网络的注意度加权获得空间学习数据，将多相关收费站的联系进行量化和分级；同时，为

了避免过平滑问题，将两个 GRU（Gated Recurrent Unit）模块通过残差连接，进一步提升算法捕捉时间规律的能力；最

后，使用特征融合层和全连接层输出预测值。利用该算法预测广东省某高速收费站的交通流量，试验结果表明：该文

提出的方法能够有效提升预测精度，与经典模型多元集成 CNN‑LSTM、CNN‑BiLSTM 和 DL‑SVR 相比，平均绝对误

差（EMAE）分别减小了 7.95、4.52、12.88，均方根误差（ERMSE）分别减小了 12.03、6.12、19.05。
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Expressway Traffic Flow Prediction Based on Data from Multiple Related Toll Stations
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Absrtact： The strong inter-economic connection makes a spatial correlation between traffic data from multiple 

related toll stations between urban cluster regions， and an accurate description of this connection can improve 

the accuracy of expressway traffic flow prediction. However， due to many uncertainties， the correlation is 

difficult to be captured and quantified. To solve this problem， an ATGCN-ResGRU deep learning-based 

expressway traffic flow prediction method was proposed. By combining attention mechanisms， three graph 

convolutional networks （GCN） topological networks with high， medium， and low attention levels were 

constructed， and spatial learning data was obtained according to the weighted attention level of each network. 

The connection of multiple related toll stations was quantified and graded. At the same time， to avoid the over-

smoothing problem， two gated recurrent unit （GRU） modules were connected by residuals to enhance the 

algorithm's ability to capture time regularity. Finally， a feature fusion layer and a fully connected layer were 

used to output the predicted values. This algorithm was used to predict the traffic flow at a expressway toll 

station in Guangdong Province， and the experimental results show that the method proposed in this paper can 

effectively improve the prediction accuracy. Compared with the classical models of diverse ensemble CNN-

LSTM， CNN-BiLSTM， and DL-SVR， the mean absolute error （EMAE） is reduced by 7.95， 4.52， and 12.88， 

and the root means square error （ERMSE） is reduced by 12.03， 6.12， and 19.05.
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0    引言

以中国大循环为主体的新发展格局对于推动中

国高质量发展具有重大而深远的意义。在中国大循

环 的 带 动 和 支 持 下 ，城 市 群 间 经 济 社 会 的 联 系 日 益

紧 密 。 高 速 公 路 是 联 系 城 市 群 区 域 间 的 走 廊 和 纽

带，紧密的经济联系导致交通需求飞速增长，高速公

路拥堵问题日益严峻。为缓解高速公路收费站拥堵

问题及对制定合理的高速公路控制和诱导策略提供

基础和支撑，同时兼顾外部因素的影响，需寻找交通

流时空变化规律，准确预测高速公路收费站流量。

传统的交通流预测方法多集中于交通流数据时

间 序 列 变 化 规 律 的 研 究 ，经 典 模 型 有 差 分 自 回 归 移

动 平 均 模 型［1］（Autoregressive Integrated Moving 
Average Model，ARIMA）、卡 尔 曼 滤 波 器［2］等 ，传 统

方 法 处 理 非 线 性 数 据 能 力 较 弱 ，对 原 始 数 据 质 量 要

求较高，在数据有缺失的情况下效果更不佳，也难以

实现实时预测。受流量采集设备的误差和流量变化

的 非 线 性 特 征 等 因 素 的 约 束 ，这 类 方 法 在 实 际 试 验

中精度往往无法达到要求。

深 度 学 习 的 迅 猛 发 展 引 起 越 来 越 多 的 学 者 关

注 ，并 将 其 运 用 至 交 通 流 预 测 领 域 。 其 中 具 有 代 表

性 的 长 短 期 记 忆 网 络［3］（Long Short‑Term Memory，

LSTM）和 门 控 循 环 单 元［4］（Gated Recurrent Unit，
GRU），不 仅 能 够 较 好 地 寻 找 交 通 流 的 时 间 变 化 规

律，同时也能有效解决梯度消失和梯度爆炸的问题。

GRU 与 LSTM 效果相似，因操作简单，GRU 更适合

构建大型模型［5］。然而，这两种经典模型对数据的空

间 关 联 性 不 够 敏 感 ，在 交 通 流 预 测 领 域 中 更 多 地 侧

重寻找数据间的时间关联性，遗漏了空间关联性，制

约了预测精度的进一步提升。学者们发现卷积神经

网 络（Convolutional Neural Networks，CNN）能 很 好

地对空间信息进行提取［6‑7］，但是 CNN 通常运用于欧

几 里 得 网 络 中 ，而 高 速 公 路 网 络 的 结 构 通 常 都 是 非

欧网络，将其视为矩阵并用 CNN 进行预测，不考虑网

络 拓 扑 信 息 ，将 无 法 对 一 些 细 微 数 据 和 信 息 进 行 充

分提取，最终影响预测效果。

针 对 这 一 问 题 ，众 多 学 者 对 高 速 公 路 收 费 站 的

车流量预测进行了研究。Wang 等［8］分别使用支持向

量 机（Support Vector Machine，SVM）和 K 最 邻 近

（K‑Nearest Neighbor，KNN）对高速公路出口收费站

进行预测，但其只考虑了时间特性，没有对周围收费

站 的 影 响 进 行 衡 量 ，准 确 性 受 到 很 大 程 度 的 限 制 ；

Han 等［9］使用 CNN 和 LSTM 的结合网络，使用 CNN
提 取 高 速 公 路 交 通 流 空 间 信 息 ，因 道 路 网 络 的 非 欧

性，运用中将产生误差；Jin 等［10］提出改进图卷积网络

（Graph Convolutional Networks，GCN），对 高 速 公 路

出 口 收 费 站 的 流 量 进 行 预 测 ，运 用 图 注 意 网 络 能 更

准 确 地 描 述 非 欧 空 间 ，但 其 只 对 周 围 相 邻 的 节 点 进

行考虑，而难以对远处交通流数据的影响进行量化。

然 而 由 于 城 市 群 的 经 济 联 系 日 益 紧 密 ，区 域 间 多 相

关 收 费 站 的 交 通 数 据 间 也 存 在 一 定 的 内 在 关 联 性 ，

准确寻找该规律并有效结合交通流数据的时间变化

规 律 对 提 升 高 速 公 路 交 通 流 预 测 的 精 度 有 积 极 作

用 。 由 于 受 诸 多 不 确 定 性 的 影 响 ，该 关 联 性 难 以 捕

捉 和 量 化 ，如 何 对 相 关 收 费 站 间 关 联 级 别 进 行 分 类

和 量 化 ，如 何 在 提 取 多 相 关 收 费 站 内 在 关 联 性 的 基

础上有效融合数据间的时间规律还亟待解决。

为 了 解 决 相 关 收 费 站 影 响 难 以 量 化 的 问 题 ，本

文提出一种基于 ATGCN‑ResGRU 算法的组合深度

学 习 高 速 公 路 交 通 流 预 测 模 型 。 首 先 ，通 过

Attention 机 制 对 范 围 内 的 收 费 站 分 配 权 重 ，量 化 其

对 目 标 收 费 站 的 影 响 程 度 ，并 据 此 构 建 包 含 不 同 注

意度的 3 个高速公路网络拓扑图 ，分别使用 GCN 在

高 速 公 路 路 网 中 提 取 空 间 信 息 后 ，加 权 获 得 空 间 相

关性预测；同时，使用 GRU 模块，实现对过往高速公

路 收 费 站 交 通 流 数 据 的 时 间 相 关 性 提 取 ，为 了 进 一

步 提 升 其 对 时 间 数 据 的 学 习 能 力 ，通 过 残 差 网 络 将

两 个 GRU 模 块 连 接 ；最 后 ，通 过 特 征 融 合 和 全 连 接

层 ，对 时 空 数 据 进 行 融 合 ，输 出 最 终 预 测 结 果 ，以 期

能得到较好的预测结果。

1    ATGCN-ResGRU 组合深度学习预测

模型

收 费 站 是 进 出 高 速 公 路 的 重 要 节 点 ，也 是 车 辆

在高速公路上运行的起讫点。一个被预测的目标收

费站同时和多个其他起讫点收费站间因经济社会联

系 而 相 关 联 ，其 交 通 流 量 间 有 一 定 的 关 联 规 律 。 为

了 准 确 捕 捉 、分 类 和 量 化 多 相 关 收 费 站 间 流 量 的 关

联 性 ，本 文 构 建 一 种 基 于 ATGCN‑ResGRU 算 法 的

组 合 深 度 学 习 预 测 模 型 ，该 模 型 由 两 类 学 习 模 型 组

合 而 成 ，分 别 提 取 高 速 公 路 收 费 站 交 通 流 的 空 间 和
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时间变化规律。由于多相关收费站与预测目标收费

站 间 的 交 通 流 空 间 关 联 性 强 弱 有 差 异 ，本 文 提 出 一

种新的 ATGCN 关联空间信息提取模型，利用注意力

机 制 对 相 关 收 费 站 的 关 联 度 进 行 分 类 ，并 将 其 融 合

进 GCN 网络实现多相关收费站间流量的关联性的捕

捉 和 量 化 。 同 时 ，将 两 个 GRU 网 络 通 过 残 差 连 接 ，

组成 ResGRU 模型提取交通流在预测目标收费站上

的时间变化规律。最后，使用特征融合层和全连接层

将预测信息结合输出。ATGCN‑ ResGRU 组 合 深 度

学习预测模型结构示意图如图 1 所示。

空间信息

时间信息

ATGCN
ATTENTION GCN

ResGRU
GRU GRU

全
连
接
层

输
出

图 1    ATGCN‑ResGRU 组合深度学习预测模型结构示意图

Figure 1    Structure of ATGCN‑ResGRU deep 

learning‑based prediction model

1.1    一种新的 ATGCN关联空间信息提取模型

考 虑 到 注 意 力 机 制（Attention）提 取 和 分 类 信 息

重要性的能力较强，而 GCN 具有较强的空间信息提

取能力，本文将注意力机制融合进 GCN 算法中，提出

一种 ATGCN 关联空间信息提取算法，利用注意力机

制计算多相关收费站节点的注意度，再将节点根据注

意度量化值划分成高注意度、中注意度和低注意度 3 个

层次，并分别构建拓扑网络图运用 GCN 提取各层次空

间关联信息，对不同层次的计算结果进行加权，获得空

间预测结果。ATGCN 模型示意图如图 2 所示。

空间信息

ATGCN

A
T
T
E
N
T
I
O
N

图 2    ATGCN模型示意图

Figure 2    ATGCN model

多相关收费站节点的注意度计算公式如下：

γn = tanh (W n X n + b ) （1）

式中：b 为偏移值；Wn 为权重；Xn 为第 n 个节点的交通

流数据。

为计算每一个节点的交通流数据对目标节点影

响 度 所 占 比 例 的 大 小 ，同 时 消 除 负 数 对 结 果 造 成 的

影响，利用指数函数的非负性提取所占注意度，并最

终输出注意度结果。

αn = exp( γn ) é
ë
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V = ∑
n = 1

n

αn X n

∑
n = 1

n

αn = 1
（3）

式中：αn 为通过注意力机制后计算所得的权重。

计算注意度后，根据各个节点的权重值不同，将

各个节点分为高注意度、中注意度和低注意度，再将

节点回归至道路拓扑网络中。因高速公路具有路段

全封闭性质，故将非本拓扑图节点视作连通，由此形

成 3 个拓扑图，分别为 Ms，Mm，M l，代表对节点交通流

不 同 注 意 度 影 响 的 交 通 网 络 。 3 个 拓 扑 图 仍 然 为 非

欧氏空间数据，GCN 网络处理非欧氏空间数据相互

关系能力较强，因此采用 GCN 网络对提取不同层次

注意度间的空间联系。

ATGCN 在 卷 积 过 程 中 使 用 3×3 的 滤 波 器 ，每

一 节 点 都 将 与 周 围 一 阶 邻 节 点 产 生 关 联 ，中 心 节 点

由相邻一阶邻节点数据取均值获得。ATGCN 神经

网络层中，层与层之间的传递公式如下：

H ( l + 1 ) = σ ( D͂-0.5 A͂D͂-0.5H ( l )W ( l ) ) （4）

A͂= A+ I （5）

式 中 ：I为 单 位 矩 阵 ；D͂为 A͂的 度 矩 阵 ；σ 为 非 线 性 激

活函数；H为每一层的特征；W为参数矩阵。

节 点 交 通 流 受 不 同 注 意 度 拓 扑 图 的 影 响 不 同 ，

故 在 分 别 进 行 图 卷 积 神 经 网 络 的 运 算 之 后 ，也 需 要

根 据 其 注 意 度 的 不 同 ，将 多 重 图 卷 积 的 输 出 结 果 进

行 加 权 融 合 ，以 获 得 最 后 的 空 间 关 联 信 息 。 将 各 个

节 点 分 为 高 、中 、低 3 种 注 意 度 网 络 的 依 据 是 在

Attention 机 制 中 权 重 的 计 算 ，因 此 在 加 权 融 合 计 算

中，将各个注意度网络中，除目标节点外的各个节点

的 权 重 值 求 平 均 值 ，作 为 加 权 融 合 的 权 重 。 权 重 与

预 测 所 提 取 的 特 征 则 通 过 哈 达 玛 积 进 行 计 算 ，后 逐

个相加。计算公式如下：

ì
í

î

ïïïï

ïïïï

G = w 1 ∘ G 1 + w 2 ∘ G 2 + w 3 ∘ G 3

w i = ∑w iGn

n

（6）
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式中：∘ 为哈达玛计算；w i 为每个图卷积网络对应的权

重；w iGn 为第 i个图卷积网络中第 n 个节点的对应权重。

1.2    基于 ResGRU残差网络的时间信息提取模型

为 使 模 型 同 时 拥 有 时 间 规 律 扑 捉 学 习 能 力 ，本

文 通 过 残 差 块 连 接 的 GRU 模 块 ，使 用 恒 等 映 射 ，将

较 深 层 次 的 网 络 映 射 至 浅 层 ，形 成 一 个 更 深 层 次 的

网 络 ，有 效 提 取 交 通 流 中 的 时 间 信 息 。 本 文 所 构 建

的 ResGRU 网 络 由 两 个 GRU 模 块 通 过 残 差 网 络 连

接而成，该模型结构示意图如图 3 所示。

时间信息 ResGRU

Xl ReLU GRU ReLU GRU Xl+1   

图 3    ResGRU模型示意图

Figure 3    ResGRU model

GRU 是循环神经网络中的一种经典模型，为解决

RNN 梯度消失和梯度爆炸的问题而生。同时更充分

地学习时间信息，本文提出 ResGRU 时间序列学习模

型，该模型用残差块连接两个 GRU 模块，并通过恒等

映射构造网络，克服因深度高过平滑的问题。运用残

差块将两个 GRU 模块连接时，残差块连接公式如下：

Xl + 1 = Xl + F ( X l ) （7）

式中：Xl + 1 为残差块的输出；Xl 为残差块的输入。

ResGRU 包 含 有 输 入 层 、隐 藏 层 和 输 出 层 。 其

中 ，隐 藏 层 中 含 有 其 核 心 算 法 ，包 括 更 新 门 和 重 置

门 ，均 对 上 一 层 操 作 。 更 新 门 选 取 相 关 度 高 的 时 间

数 据 并 添 加 ，重 置 门 用 于 选 取 相 关 度 低 的 时 间 数 据

并剔除，由此对数据进行筛选，保证所传递信息均为

预 测 所 用 的 时 间 关 联 相 关 信 息 ，再 通 过 残 差 块 将 两

个 GRU 模块连接。ResGRU 单元计算公式如下：

Rt = σ ( X tW xr + H t - 1W hr + br ) （8）

Zt = σ ( X tW xz + H t - 1W hz + bz ) （9）

H͂ t = tanh [ X tW xh +( Rt ⊙H t - 1 )W hh + bh ]   （10）

H t = Zt ⊙H t - 1 +( 1 - Zt ) ⊙H͂ t  （11）

式中：Rt 为重置门；Zt 为更新门；H͂ t 为候选隐藏状态；

H t 为隐状态；σ 为 Sigmoid 激活函数；W ij 为各个门、输

入 值、隐 藏 层 之 间 的 对 应 权 重 参 数 ；b 为 各 个 门 及 隐

藏层的偏移量；X 为输入量；H t - 1 指上一层隐藏层的

输入数据。

1.3    ATGCN‑ResGRU 交通流预测模型实现步骤

本 文 选 取 广 东 省 浔 峰 洲 收 费 站 作 为 预 测 目 标 ，

对目标收费站及范围内相关的高速公路收费站车流

数据进行收集，并且对收费站所在地区的城市人口、

人均 GDP、产业结构等与出行相关的因素进行采集，

同 时 对 所 在 地 区 的 相 关 政 策 进 行 收 集 ，作 为 未 来 交

通量变化的相关因素。先对所取得的数据进行预处

理，剔除噪声数据，以此为输入，使用过去 1 h 的信息

对未来 15 min 交通流进行预测。其预测步骤如下：

步 骤 1：采 集 高 速 公 路 交 通 流 数 据 样 本 ，包 括 目

标 节 点 及 研 究 范 围 内 各 个 高 速 公 路 收 费 站 的 数 据 ，

采集时间为 1 个月。同时需要对各个节点之间与目

标 节 点 间 的 距 离 进 行 采 集 。 对 数 据 进 行 预 处 理 ，将

数 据 根 据 不 同 日 期 进 行 分 类 ，从 不 同 类 别 中 各 自 选

定训练集和预测集；对数据进行清洗和集成，剔除噪

声 数 据 ，最 后 将 所 得 车 流 量 数 据 按 5 min 聚 合 ，并 使

用模型预测所需格式保存。

步骤 2：将选定范围内各个节点的交通数据输入

至 Attention 机 制 中 ，根 据 公 式（1）~（3）计 算 结 果 分

别 选 出 高 、中 、低 3 种 注 意 度 节 点 ，再 回 归 拓 扑 网 络

中，使用 GCN 进行预测，计算公式如式（4）~（5），最

后根据公式（6）将其融合，以学习范围内交通流的空

间相关性。

步 骤 3：构 建 ResGRU 网 络 ，先 将 目 标 节 点 的 历

史 交 通 流 信 息 输 入 至 GRU 网 络 中 ，根 据 公 式（8）~
（11）进行计算，再根据公式（7）将其映射至低层网络

中，再根据公式（8）~（11），对历史信息进行学习，充

分提取时间相关性。

步 骤 4：将 步 骤 2 和 步 骤 3 中 的 预 测 结 果 进 行 特

征融合，结合有关交通流预测的不同信息，获得时间

特征和空间特征，将其分别输入至特征融合层，形成

特 征 向 量 。 再 输 入 至 全 连 接 层 ，使 之 前 所 提 取 的 特

征 综 合 ，并 将 学 习 结 果 用 以 预 测 交 通 流 。 融 合 时 间

和空间特征后将其输出。

步 骤 5：利 用 训 练 集 对 预 测 模 型 进 行 测 试 ，并 对

各个参数进行调整，提高预测精度。

步骤 6：将真实值与预测结果比较并计算相关指

标，若预测精度达到预期目标则输出结果，若未达到

预期目标则返回步骤 2，调整各个参数后重新进行学

习，直至精度达到预期效果。

2    实例分析

2.1    试验数据说明

本 次 试 验 范 围 为 广 东 省 广 州 市 内 高 速 公 路 路
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网 ，研 究 范 围 内 道 路 有 广 深 高 速 、机 场 高 速 、广 清 公

路、广佛江珠高速，范围内高速公路收费站有浔峰洲

收 费 站 、黄 岐 收 费 站 、沙 贝 收 费 站 、广 清 收 费 站 等 。

本 试 验 以 浔 峰 洲 收 费 站 作 为 试 验 对 象 ，研 究 其 与 周

围高速公路收费站和周围高速公路路网的关系。研

究范围内的道路网示意图如图 4 所示。

目标收费站
关联收费站
高速公路

三元里

广清 广深高速 广花

机
场
高
速

广
清
公
路

广
深

高
速

广
佛
江
珠
高
速

收费站 沙涌

横江

泌冲

洵峰洲

广
州
环
城
高
速

黄岐

沙贝

图 4    研究对象范围内路网示意图

Figure 4    Road network within research area

将高速公路收费站的 ETC 收费数据及人工收费

数据相结合，获得高速公路收费站出口车流量信息。

经 过 数 据 分 析 和 预 处 理 ，得 到 9 月 1 日 到 10 月 15 日

的数据，共 45 d，将其作为试验数据，工作日 28 d，其

中节假日 17 d，样本采集时间间隔为 15 min。考虑高

速 公 路 交 通 流 在 工 作 日 和 节 假 日 存 在 一 定 差 异 性 ，

故 本 文 对 工 作 日 和 节 假 日 分 别 进 行 训 练 ，结 合 收 费

站 流 量 和 道 路 空 间 信 息 对 两 个 模 型 分 别 进 行 训 练 。

将 10 月 14 日（工作日）和 10 月 15 日（节假日）的数据

作为测试集，其余作为训练集，测试算法的性能。

2.2    模型评价指标

为客观评价本文所提算法对高速公路交通流预

测 的 准 确 性 ，选 取 平 均 绝 对 误 差［11］（Mean Absolute 
Error，EMAE）、均方根误差［12］（Root Mean Square Error，

ERMSE）、最 大 相 对 熵［13］（Max Relative Entropy，EMRE）

几个指标评估本文所述模型性能。

EMAE = 1
N ∑i = 1

N ||Y pred ( t )- Y yeat ( t )   （12）

ERMSE = 1
N ∑i = 1

N [ Y pred ( t )- Y yeat ( t ) ]2   （13）

EMRE = 1
N ∑i = 1

N
|

|

|
||
|
|
||

|

|
||
|
|
| Y pred ( t )- Y yeat ( t )

Y yeat ( t )
  （14）

式 中 ：Yyeat（t）为 在 t 时 刻 的 交 通 流 量 实 际 值 ，Ypred（t）

为在 t 时刻的本文模型预测值；N 为样本数量。

2.3    评估 ATGCN模型对预测性能的影响

为评估本文所提的 ATGCN 关联空间信息提取模

型对高速公路交通流预测性能的影响，使用 ATGCN 模

型 和 ResGRU 模 型 组 合 网 络（以 下 简 称 ATGCN‑ 
ResGRU）与 传 统 GCN 模 型 和 ResGRU 模 型 的 组 合

网络（以下简称 GCN‑ResGRU）对交通流进行预测，

并通过 2.2 所选指标对二者的预测结果进行比较。

本 文 中 所 有 网 络 模 型 由 tensorflow 构 建 ，使 用

SGDM 作 为 模 型 优 化 器 以 调 整 参 数 ，设 置 模 型 迭 代

的学习率设置为 0.01，每个模型设置迭代 50 次，迭代

20 次后，每 5 次迭代学习率降低 5%。GCN 卷积核大

小为 3×3。使用训练集和过去 1 h 的交通流信息，对

未来 15 min 的交通流信息进行预测。

因高速公路交通流在节假日和工作日的特征差

别 较 大 ，故 本 次 试 验 分 别 对 工 作 日 和 节 假 日 进 行 预

测 ，并 与 真 实 值 进 行 比 较 。 在 节 假 日 和 工 作 日 中 ，

ATGCN‑ResGRU 模 型 的 性 能 都 比 GCN‑ResGRU
模 型 更 优 ，比 较 结 果 如 图 5、6 所 示 ，具 体 指 标 如 表 1
所示。
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图 5    工作日预测结果对比

Figure 5    Comparison of prediction results on weekdays
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图 6    节假日预测结果对比

Figure 6    Comparison of prediction results on holidays
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表 1    预测结果对比

Table 1    Comparison of prediction results

模型

ATGCN‑ResGRU
GCN‑ResGRU

工作日

EMAE

18.59
30.89

ERMSE

23.00
38.14

EMRE

0.16
0.22

节假日

EMAE

15.76
24.74

ERMSE

18.46
30.25

EMRE

0.14
0.15

2.4    与经典算法的性能比较

将本文提出的 ATGCN‑ResGRU 模型与其他经

典 模 型 比 较 ，以 证 明 本 文 模 型 的 预 测 有 效 性 。 本 文

选 用 经 典 深 度 学 习 模 型 及 其 改 进 模 型 ，多 元 集 成

CNN‑LSTM［14］、CNN‑BiLSTM［15］、DL‑SVR［16］，分别

对节假日和工作日车流量数据进行预测，根据 2.2 所

选 指 标 进 行 比 较 。 试 验 证 明 ：本 文 所 提 算 法 与 经 典

模型相比预测精度有所提升。比较结果如图 7、8 所

示，具体指标如表 2 所示。
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图 7    工作日预测结果对比

Figure 7    Comparison of prediction results on weekdays
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图 8    节假日预测结果对比

Figure 8    Comparison of prediction results on holidays

根据图 7、8 和表 2 比较可以得出：本文所提出的

ATGCN‑ResGRU 模型，不仅深度提取交通流数据的

时间关联信息，更通过注意力机制和 GCN 网络的结

合，对区域内不同影响程度的收费站进行划分并加以

预 测 ，多 元 集 成 CNN‑LSTM 模 型 和 CNN‑BiLSTM

表 2    预测结果对比

Table 2    Comparison of prediction results

模型

ATGCN‑ResGRU

多元集成

CNN‑LSTM

CNN‑BiLSTM

DL‑SVR

工作日

EMAE

18.47

26.42

22.99

31.35

ERMSE

22.96

34.99

29.08

42.01

EMRE

0.16

0.22

0.18

0.20

节假日

EMAE

15.76

24.09

22.27

39.28

ERMSE

18.46

28.19

27.62

48.12

EMRE

0.14

0.23

0.19

0.24

模 型 虽 然 都 对 空 间 关 联 性 进 行 考 虑 ，但 所 使 用 的

CNN 模型都对道路网络的信息提取不够准确，因此

无法准确提取道路信息，CNN‑BiLSTM 模型使用双

向长短时模型，增加了对前序时间信息的提取，精度

有 了 一 定 提 升 ，但 二 者 对 非 相 邻 收 费 站 的 影 响 考 虑

不足，无法准确估计和度量其对交通流的影响，而最

终导致预测精度不佳的情况。DL‑SVR 模型则因处

理 非 线 性 数 据 效 果 不 佳 的 原 因 ，使 得 预 测 结 果 与 真

实 值 相 差 甚 远 。 无 论 在 节 假 日 还 是 工 作 日 中 ，本 文

所提出的 ATGCN‑ResGRU 算法都具有良好的预测

精度，证明不论训练样本大小，本文所提模型精度均

优于经典模型。

3    结语

本文构建一种组合式深度学习高速公路交通流

预 测 模 型 ，着 重 考 虑 研 究 范 围 内 多 相 关 收 费 站 对 交

通流预测产生的影响，在模型中，提高时间关联度预

测 的 层 次 以 获 得 更 优 效 果 ，通 过 Attention 机 制 划 分

不 同 注 意 度 以 获 得 不 同 距 离 的 收 费 站 间 的 关 联 度 ，

增强了模型对交通流时间和空间信息的学习。试验

结果证明：本文所提出的预测方法，与传统预测方法

相比，准确度上有所提升，可以有效对高速公路车流

量进行预测，为高速公路的控制决策提供基础数据，

同 时 有 效 缓 解 高 速 公 路 拥 堵 情 况 ，具 有 一 定 的 实 际

作用。
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