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唐由之1,阳恩慧2,徐加秋2,罗浩原2,邱延峻2

(1.西南交通大学 唐山研究生院,河北 唐山　063000;2.西南交通大学 土木工程学院)

摘要:由于沥青材料高分子成分的复杂性、温度的敏感性等原因,沥青混合料的本构关

系一直是未能很好解决的工程问题。该文首先在 Python中使用 Tensorflow 进行了循环神

经网络的搭建,并用Boltzmann叠加原理生成了训练循环神经网络所需要的数据。训练结果

表明:循环神经网络高度拟合了Boltzmann叠加原理的计算结果,初步验证了采用循环神经

网络对沥青混合料进行本构分析的可行性。运用迁移学习理论仅用一组数据再次精确拟合

了Boltzmann叠加原理的计算结果,表明在成功训练循环神经网络的基础上将能够用少量数

据完成对其他沥青混合料的本构分析。
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1　引言

沥青路面以平整度高、行车舒适性好、噪音低等多

种优点被广泛应用于公路、城市道路及机场等交通设

施的建设中。随着中国经济的发展,公路运输量、重载

交通量日益增长,路面破坏日趋严重。进行沥青混合

料本构模型的研究,掌握其变形规律,对改善沥青混合

料的设计,提升其路用性能具有非常重要的意义。
沥青混合料是一种典型的黏弹塑性材料,其具有

复杂的本构关系。朱浩然基于不可逆热力学理论提出

一种沥青混合料黏弹塑性本构模型。分析了沥青混合

料在三轴蠕变下的应力应变关系。结果表明试验最大

应力值和预测最大应力值接近,但其并未良好反映沥

青混合料压缩过程中应力与应变之间的变化规律;

HuangC W 等用Schapery非线性黏弹性模型表示沥

青混合料的黏弹性形变,用 Drucker-Prager模型表

示黏塑性形变。进行了单轴蠕变恢复试验,结果表明:

Drucker-Prager模型在较高应力下未能良好预测塑

性形变。由于该模型是由两种本构模型叠加而成的,
意味着该模型会使用更多的参数,导致模型的复杂化;

PasettoM 基于非黏性塑性理论和硬化准则提出一种

塑性流动准则,将其运用于沥青混合料黏弹塑性本构

模型上。单轴蠕变恢复试验表明,该模型在高应力下

表现较差。所以使用数值方法对沥青混合料进行本构

分析的适用范围较小,分析过程也较复杂。
自20世纪80年代神经网络成为人工智能领域研

究的热点以来,它为当今社会的许多方面提供了动力。
从图像识别到文本翻译,再到 DNA 分析,神经网络越

来越多地出现在人们身边的各个角落。焦李成介绍了

神经网络的发展过程和研究现状,并指出了神经网络

未来的研究重点;LecunY 对常用的 BP 神经网络

(BP)、卷积神经网络(CNN)、循环神经网络(RNN)的
工作原理及应用进行了逐一介绍。神经网络已在模拟

金属、岩石等材料的本构模型上取得了良好的效果;Ji
GL用BP神经网络对 Aermet100合金的本构模型进

行模拟,其精度高于 Arrhenius本构模型;李克钢用

BP神经网络对岩石在干湿循环作用下的本构模型进

行模拟,结果表明神经网络可以很好地模拟岩石在不

同干湿循环作用下的应力-应变关系,避免了传统本

构模型中对一些参数的复杂求解。
若神经网络对沥青混合料本构关系的模拟能达到

较高精度,将免去以往沥青混合料本构关系的复杂分

析。只需要告诉神经网络沥青混合料每个时刻的应力

与应变,神经网络就会自动分析应力与应变之间的关

系。在已完成训练的神经网络里再运用迁移学习理论

分析其他沥青混合料的本构关系,将尽可能地降低试

验负担。因此,该文探讨将循环神经网络运用于沥青

混合料本构分析的可行性。
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2　循环神经网络基本原理与方法

2.1　循环神经网络基本工作原理

由于沥青混合料是一种黏弹塑性材料,其蠕变和

应力松弛现象非常明显,导致沥青混合料的本构关系

严重受应力历史的影响。由于沥青混合料这种松弛蠕

变特性,循环神经网络将比其他类型的神经网络更适

合于分析沥青混合料的本构关系。
相比BP神经网络(BP)和卷积神经网络(CNN),

循环神经网络(RNN)更擅长处理序列模型,因为 BP
和CNN的当前输出不会受历史输出的影响,而 RNN
会根据历史输出和当前输入决定当前输出,这让 RNN
具有记忆,使得 RNN 常应用于语言识别、机器翻译、
股市分析等数据之间有前后逻辑关系的领域。RNN
的工作原理如图1所示,首先 RNN 的神经初始状态

为a(0),RNN神经单元接收到输入x(1)后根据a(0)和

x(1)产生输出y(1)和新的神经状态a(1),之后 RNN 神

经单元再根据a(1)和x(2)产生y(2)和a(2),如此循环往

复。循环神经网络自始至终只有一个 RNN 神经单元

在处理信息,神经单元每次接受到的输入x(n)和神经

状态a(n-1)都不同。
 

y(1) y(2) y(3)

a(n)

y(n)

a(n-1)a(3)a(2)a(1)a(0)
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图1　循环神经网络工作原理

2.2　数据输入与输出

Boltzmann叠加原理是黏弹力学中最基本的原理

之一,比较适合用于描述沥青混合料的复杂松弛及蠕

变行为。所以该文将用 Boltzmann叠加原理来探讨

RNN模拟沥青本构关系的可行性。

Boltzmann叠加原理有以下卷积式:

ε(t)=∑
n

i=1
σnJ(t-tn) (1)

式中:ε为应变;σn=σt-σt-1 为应力增量;J 为蠕变柔

量;t为时间;tn 为应力增量σn 施加的时刻。
由式(1)可知:该叠加原理的应变计算结果跟每个

时刻的应力大小都有关。
拟定蠕变柔量:

J(t)=
1

1586+
11375164

1+
t

0.0003
æ

è

ö

ø

0.65

(2)

式(2)可描述沥青混合料在单位恒力作用下应变

随时间的改变量。
假定要模拟沥青混合料0~49s的本构关系曲

线。在Excel中从0~49s用 Randbetween函数每一

秒随机生成幅值为20kPa的正应力σ,共60组。再进

行式(1)的卷积运算产生应变ε。应力σ、应变ε随时

间的变化曲线如图2所示(其中两组)。每秒的应力σ
将作为循环神经网络的输入,应变ε为目标输出。通

过训练,循环神经网络输出的预测应变ε 将不断逼近

目标应变ε。
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图2　随机荷载σ与之产生的应变ε随时间的变化曲线

2.3　循环神经网络搭建

在Python中使用 Tensorflow进行了神经网络的

搭建,其结构如图 3 所示。这里使用 LSTM(Long
Short-Term Memory)神经元。LSTM 是在RNN神

经元的基础上进行了改进,克服了 RNN 神经元的缺

陷,解决了其训练过程中梯度爆炸与梯度消失的问题,
从而LSTM 比RNN能记住更长的序列。

循环神经网络也可以像BP神经网络一样通过增

加神经网络的层数来提高神经网络的表达能力。但由

于循环神经网络通常需要更长的时间来训练,从而导

致其最大层数一般小于或等于3层,这里采用了两层

的LSTM 神经网络。
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图3　循环神经网络结构

2.4　数据预处理

在正式开始训练前,需要对数据用以下公式进行

归一化:

σ′=
σ-mean(σ)

std(σ) (3)

ε′=
ε-mean(ε)

std(ε) (4)

式中:σ、ε分别为应力、目标应变;σ′、ε′分别为归一化

后的应力、目标应变;mean(σ)、mean(ε)分别为应力、
目标应变的平均值;std(σ)、std(ε)分别为应力、目标

应变的标准差。
进行归一化的目的是消除数据量纲的影响,让神

经网络的输入和输出在相同的幅度内变化,对提高神

经网络学习的速度有非常重要的作用。

3　典型案例分析

3.1　神经网络训练

完成归一化后,随机使用50组数据进行训练,剩
下的10组数据用于测试。神经网络的学习率是一个

控制输出值向目标输出值逼近快慢的参数。通常在神

经网络训练初期采用较大的学习率使神经网络的输出

值快速向目标输出值逼近。然后采用较小的学习率来

提高最终的拟合程度。参与训练的50组数据先后在

应变ε为1×10-3 的学习率下循环1000次、1×10-4

下循环2000次、1×10-5 下循环5000次、1×10-6 下

循环10000次。最后使损失函数的计算值降低至

0.00001。损失函数是描述神经网络的输出值与目标

输出值拟合程度的函数,损失函数的计算值越小说明

神经网络的输出值与目标输出值拟合程度越高。
完成训练后10组未参加训练的数据用于测试,将

神经网络的输出结果进行反归一化处理得到预测应

变ε,然后与目标应变ε进行对比。其中4组数据的拟

合图见图4。
由图4可以看出:循环神经网络预测应变ε与目
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图4　4组测试数据拟合结果图

标应变ε拟合度非常高,两条线几乎重合。
表1为10组数据相关系数测试结果,由表1可

知:所有组的相关系数均大于0.999,说明预测应变ε

与目标应变ε十分接近。证明循环神经网络有强大的

非线性拟合能力,初步验证了循环神经网络用于沥青

混合料本构分析的可行性。
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表1　数据拟合结果相关系数

组序 相关系数R2 组序 相关系数R2

1 0.9998 6 0.9997
2 0.9995 7 0.9998
3 0.9998 8 0.9997
4 0.9997 9 0.9997
5 0.9998 10 0.9996

3.2　迁移学习

训练一个神经网络,通常需要一定量的数据,花费

大量资源用神经网络只为模拟一种沥青混合料的本构

关系是不经济的。迁移学习的目的在已经完成训练的

神经网络基础上,用少量的数据对另外的沥青混合本

构关系进行模拟。LongM 对迁移学习的可行性进行

了详细的论述,指出当数据之间存在相似性,则它们在

神经网络中就可以共享一些参数,从而用少量的数据

完成迁移学习。
在迁移学习任务中改变了沥青的蠕变柔量:

J(t)=
1

700+
12099300

1+
t

0.0018
æ

è

ö

ø

0.62

(5)

与上文同样的方式运用Boltzmann叠加原理生成

了60组数据。对数据进行归一化后在已经训练好的

循环神经网络里用1组数据进行迁移学习。为了验证

迁移学习的效果,这1组数据在一个全新的循环神经

网络中进行了训练,其输出的预测结果将作为对照。
用59组未参加训练的数据分别对这两个循环神经

网络进行了测试,其中4组数据的最终拟合结果见图5。
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图5　迁移学习拟合结果图

　　由图5可见:迁移学习循环神经网络的预测应变ε
与目标应变ε拟合程度非常高,而非迁移学习循环神

经网络的预测应变ε′与目标应变ε拟合程度较低。
表2为目标应变与迁移学习预测应变和非迁移学

习预测应变的相关系数。表2说明运用迁移学习理论

对沥青混合料进行本构分析存在可行性,有利于降低

试验负担。而非迁移学习循环神经网络的相关系数较

低,说明重新训练一个神经网络需要足够的数据。

4　结论

分析了循环神经网络的工作原理,将其善于处理

序列模型的特性用于模拟应力对沥青混合料的影响。
用Boltzmann叠加原理生成了训练循环神经网络所需

要的数据。简要介绍了循环神经网络搭建与训练过

程。根据循环神经网络训练和迁移学习的结果,可得

如下结论:
(1)经过训练的循环神经网络模型能很好地还原

Boltzmann叠加原理的计算结果,其相关系数大于

0.999,有非常高的精度,具有模拟沥青混合料本构关

系的能力。
(2)在循环神经网络完成训练的基础上仅用一组

数据进行了迁移学习,并取得了良好的效果。运用迁

移学习理论能用少量数据对其他沥青混合料的本构关
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表2　迁移学习拟合结果相关系数

组序

相关系数R2

迁移学习
非迁移

学习

组序

相关系数R2

迁移学习
非迁移

学习

1 0.9998 0.8118 31 0.9998 0.7127

2 0.9994 0.8219 32 0.9994 0.2545

3 0.9991 0.8386 33 0.9996 0.7147

4 0.9992 0.8423 34 0.9998 0.8464

5 0.9998 0.8713 35 0.9994 0.3569

6 0.9996 0.5906 36 0.9995 0.7598

7 0.9997 0.4095 37 0.9996 0.5954

8 0.9995 0.2974 38 0.9994 0.5545

9 0.9998 0.9473 39 0.9998 0.2056

10 0.9993 0.7734 40 0.9996 0.0915

11 0.9998 0.8132 41 0.9994 0.8614

12 0.9994 0.3497 42 0.9996 0.8395

13 0.9996 0.6149 43 0.9995 0.7252

14 0.9998 0.7671 44 0.9996 0.8394

15 0.9999 0.7059 45 0.9997 0.7719

16 0.9997 0.8431 46 0.9996 0.6534

17 0.9996 0.6753 47 0.9994 0.3390

18 0.9995 0.6566 48 0.9997 0.7090

19 0.9997 0.7109 49 0.9999 0.7377

20 0.9998 0.9582 50 0.9997 0.5079

21 0.9996 0.8900 51 0.9998 0.9151

22 0.9997 0.3256 52 0.9998 0.8860

23 0.9998 0.4605 53 0.9996 0.9237

24 0.9996 0.9780 54 0.999 0.4884

25 0.9997 0.7339 55 0.9994 0.8404

26 0.9998 0.4844 56 0.9999 0.5292

27 0.9999 0.3174 57 0.9997 0.7897

28 0.9995 0.6350 58 0.9996 0.6929

29 0.9997 0.4406 59 0.9995 0.8802

30 0.9997 0.3759

系进行模拟。
(3)若成功构建沥青混合料的循环神经网络本构

模型并运用迁移学习理论,将提升沥青混合料本构分

析的精度,同时大规模降低计算与试验负担,具有一定

的研究价值。
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