
收稿日期:2020-11-26
基金项目:山东省交通运输厅科技计划项目(编号:2018B50);河南省交通运输科技计划项目(编号:2018J8);天津市交通运输科技

发展计划项 目 (编 号:2017A-12);长 安 大 学 中 央 高 校 基 本 科 研 业 务 费 专 项 资 金 资 助 项 目 (编 号:300102219314,

300102218210)

作者简介:陆由付,男,硕士,工程师.E-mail:398319860@qq.com
∗通信作者:王朝辉,男,博士,教授.E-mail:wchh0205@163.com

　DOI:10.14048/j.issn.1671-2579.2021.04.066

基于GA-ELM 的水性环氧乳化沥青黏结性能预测
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摘要:水性环氧树脂改性乳化沥青原材料组分较复杂,其黏结性能评价往往需要综合考

量多重影响因素,试验量繁杂且耗时较长。为快速精准预测水性环氧树脂改性乳化沥青的黏

结性能,优选水性环氧树脂、固化剂、乳化沥青等原材料技术指标及测试温度范围作为输入因

子、黏结拉拔强度作为输出因子,基于遗传算法(GA)优化后的极限学习机(ELM)算法,建立

水性环氧树脂改性乳化沥青黏结性能预测模型,通过与传统单隐层神经网络算法进行对比分

析,验证预测模型准确度。结果表明:GA-ELM 模型具有更高的准确性和效率,可用来预测

水性环氧树脂改性乳化沥青黏结性能,与BP、ELM 模型相比,GA-ELM 模型的误差分别降

低了78.74%~79.67%和83.63%~87.41%。
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1　前言

乳化沥青作为道路预防性养护常用黏层材料,具
有施工简便、经济、环保等优点,但由于其存在黏度低、
耐高温性差、抗老化性差等缺点,严重制约了其在重交

通和特重交通道路中的应用与推广。水性环氧树脂与

水性固化剂混合发生交联反应形成热固性材料,具有

低 VOC(挥发性有机化合物,VolatileOrganicCom-
pounds)和使用便捷性的特点。相比于沥青,它具有

更高的温度稳定性、物理强度以及化学稳定性。采用

水性环氧树脂改性的乳化沥青,兼具了水性环氧树脂
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优良的黏结性和乳化沥青的使用便捷性,显著改善了

乳化沥青高温性能,增强了路面层间黏结性能。然而,
水性环氧树脂改性乳化沥青是一种由环氧树脂、乳化

剂、沥青和固化剂经一系列化学反应制得的混合乳液,
成分较为复杂,这就导致水性环氧树脂改性乳化沥青

的性能评价需要考虑多重因素影响,试验量较为庞大。
为此,考虑到水性环氧树脂改性乳化沥青黏结性能评

价方面,有必要建立一种模型快速预测水性环氧树脂

改性乳化沥青黏结性能。
为了减少试验量和快速得到较为精确的结果,神

经网络、机器学习法越来越多地用来获取材料性能变

化规 律。一 些 专 家、学 者 陆 续 采 用 误 差 修 正 模 型

(ECM)、灰靶决策(GTD)、支持向量机(SVM)和径向

基函数(RBF)等评价方法和算法来预测沥青材料性

能。但是这些方法存在求解过程中容易陷入局部最优

解、参数不易确定、训练样本要求高、训练难度较大等

问 题。 极 限 学 习 机 (Extreme Learing Machine,

ELM)是一种改进的单隐层前馈神经网络,与BP神经

网络模型和支SVM 模型相比,具有泛化能力强、迭代

次数少和精度高等特点,但由于随机给定权值,使得

ELM 存在稳定性差、过拟合等问题。遗传算法(Ge-
neticAlgorithm,GA)是通过选择、交叉、变异算子寻

找最优解的一种进化算法,具有良好的稳定性,常用于

改善神经网络模型收敛性及精确度。
因此,该文采用遗传算法(GA)优化后的极限学习

机(ELM)算法,建立基于GA-ELM的水性环氧树脂改

性乳化沥青的黏结性能预测模型。通过与BP神经网络

和ELM等传统预测模型对比分析,发现 GA-ELM 模

型在预测水性环氧树脂改性乳化沥青黏结拉拔强度方

面具有更高的预测精度和效率。这也为水性环氧树脂

改性乳化沥青黏结性能的研究提供了一种新思路。

2　数据采集与归一化处理

选取水性环氧树脂环氧值、水性环氧树脂掺量、水
性固化剂胺值、水性固化剂掺量、乳化沥青针入度、乳
化沥青黏度、乳化沥青软化点和测试温度作为输入参

数,黏结拉拔强度作为输出参数。为提高预测模型精

度,在文献[7]提供数据的基础上,补充一系列试验获

得更多的样本数据,试验参数及指标如表1所示。

表1　试验参数及其指标

序号 材料 技术指标 试验条件

1 水性环氧树脂 环氧值0.48~0.54mol/(100g);掺量5%~20%

2 水性固化剂 胺值100~150mgKOH/g;掺量5%~20%
测试温度

25~60℃

3 乳化沥青
针入度(25℃)87~89(0.1mm);延度(15℃)>100cm;

软化点46.1~46.7℃;掺量60%~90%

　　将100组样本数据中80组试验数据用于模型训

练,20组数据用来验证模型精度。根据式(1),样本数

据做归一化处理。

Xi=
X-Xmin

Xmax-Xmin
(1)

式中:Xi 为归一化样本数据;X 为初始样本数据;

Xmax、Xmin 分别为初始样本数据最大值、最小值。

3　预测模型构建

利用遗传算法优化极限学习机网络的输入权值和

隐含层节点数,弥补极限学习机初始权值和隐含层节

点数随机选取带来的缺陷,提高 ELM 模型的拟合精

度。构建基于遗传算法优化极限学习机的水性环氧树

脂改性乳化沥青黏结性能预测模型,具体步骤如下:
(1)对于已经归一化处理的输入样本X,根据式

(2),计算隐含层神经元输出矩阵(H)。

H=g(WXT+b) (2)
式中:W 为输入层权值矩阵;b 为隐含层阈值矩阵;g
为隐含层神经元激活函数———“sigmoid”函数。

(2)根据式(3),计算ELM 神经网络输出值(P)。

P=(HTβ) (3)
式中:β为隐含层到输出层的权值矩阵,只要确定β即

可唯一确定ELM 神经网络。
(3)采用给定的训练输出样本(Y)替代神经网络

输出值。β可以通过求解式(4)的最小二乘解获得。

y=min
β

‖ HTβ-Y ‖ (4)

(4)采用遗传算法寻找ELM 的最优初始W 和b。
遗传算法通过适应度函数经选择、交叉和变异操作得

到最小适应度值所对应个体。
(5)ELM 经遗传算法优化后得到最优初始权值

和阈 值。设 定 隐 含 层 节 点 个 数,建 立 GA-ELM
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模型。
(6)按照式(5)~(7),误差判别标准采用平均绝

对误差(MeanAbsoluteError,MAE)、平均绝对百分

比误差(MeanAbsolutePercentError,MAPE)和均

方根误差(RootMeanSquaredError,RMSE)。利用

测试集样本数据训练和评价 GA-ELM 模型。

MAE=
1
n∑

n

i=1
P-P′ (5)

MAPE=
1
n∑

n

i=1

P-P′
P ×100% (6)

RMSE=
1
n∑

n

i=1

(P-P′)2 (7)

式中:P 为实际值;P′为预测值;n 为测试样本数。

4　预测模型优化

4.1　ELM 隐藏层优化

隐藏层数量的确定是ELM 设计中最为关键的环

节,隐藏层数量与求解问题要求、输入单元数有着直接

关系。隐藏层数量过少,则模型精度和可靠性较差;隐
藏层数量过多,则弱化训练后模型泛化能力。因此,基
于测试集数据多次测试确定ELM 预测模型较优的隐

藏层数量,如图1所示。

误
差
/%

MAE
MAPE
RMSE

35

30

25

20

15

10

5

隐藏层数量

10 20 30 35 40 45 50 55 60 65 70

图1　ELM模型的隐藏层的优化结果

由图1可知:随着 ELM 模型隐藏层数量不断增

加,MAE、MAPE 和RMSE 变化规律一致,均呈现出

先减小后增大再减小再增大的趋势;隐藏层数量过少

或过多时,各类误差均较大;当隐藏层数量为45~55
时,误差较小。为了寻求隐藏层数量变化下各类误差

极小值,多次测试隐藏层数量为45~55的误差值,结
果如图2所示。

由图2可知:当隐藏层数量为45~55时,MAE
和MAPE 表现出先减小后增大的总体趋势;RMSE
在隐藏层数量为47时出现突变值,但其总体趋势与前
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图2　ELM隐藏层数量下的最小误差

两者变化规律一致。当隐藏层数量为51时,MAE、

MAPE和RMSE同时达到极小值,此时隐藏层数量最

优。最终,确定ELM 模型较优的隐藏层数量为51。
此时 MAE、MAPE和RMSE分别为9.77%、10.75%
和12.33%,与隐藏层数量为10时相比,各类误差分

别降低了65.86%、66.53%和62.83%。

4.2　GA参数优化

种群规模、终止代数、交叉概率和变异概率作为遗

传算法的主要运行参数,在实际应用中,往往需要经过

多次测试后才能确定出这些参数的合理取值范围。为

简化训练过程,优化种群规模、交叉概率、变异概率和

终止代数等参数。一般情况下,这4项运行参数建议

取值范围分别为40~100、0.40~0.80、0.001~0.1和

100~300。在此基础上,利用 Matlab中Sheffield工

具箱,多次循环测试确定遗传算法4项参数的较优数

值,如图3所示。
由图3可知:随着 GA的4项参数数值变化,相应

误差值也呈现一定的变化规律。随着种群规模增大,
误差值表现出先下降后上升的趋势,当种群规模达到

40时,误差值达到极小值;误差值随交叉概率和变异

概率的变化规律较为复杂,极小值分别存在于0.40~
0.50和0.0005~0.0010之间;终止代数的增加引起

误差值不断减小。结合算法测试情况,GA 的种群规

模、交叉概率、变异概率和终止代数的较优取值范围分

别为40~50、0.40~0.50、0.0005~0.0010和400~
500。此时,遗传算法部分已经较好地收敛至最优权值

和阈值。由于其权值矩阵和阈值矩阵规模较大,其具

体取值不再赘述。

5　GA-ELM 模型验证

5.1　GA-ELM 样本拟合

采用Pearson相关性检验方法验证GA-ELM 模

型的预测精度,计算测试样本真实值与预测值两者所

833　　　　　　　　　　　　　　　　　　　　　中　外　公　路　　　　　　　　　　　　　　　第41卷　



 

 
 

 

 

误
差

值

0.24

0.21

0.18

0.15

0.12

0.09
20 30 35 40 45 50 60 70 80

种群规模

误
差

值

0.18

0.16

0.14

0.12

0.10

0.08
0.2 0.3 0.9

交叉概率
0.4 0.5 0.6 0.7 0.8

误
差

值

0.27

0.24

0.21

0.18

0.15

0.12

0.09
0.000 1

变异概率
误

差
值

0.18

0.16

0.14

0.12

0.10

0.08

0.06
50 100 400

终止代数
0.002 5

0.000 5
0.001 0

0.002 5
0.005 0

0.010 0
0.100 0 150 200 250 300 350

图3　GA算法参数优化结果

拟合函数的判别系数R2,如图4、5所示。系统分析预

测数据与实测数据的拟合优度,确定黏结拉拔强度的

GA-ELM 预测模型精度。
 

黏
结

拉
拔

强
度
/M

Pa

样本数

3.0

2.5

2.0

1.5

1.0

0.5

0

实际值
预测值

0 2 4 6 8 10 12 14 16 18 20

图4　GA-ELM模型预测精度
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图5　GA-ELM样本拟合

由图4、5可知:测试集样本真实值与预测值非常

接近。两者所拟合函数的相关系数R 为0.9986,大
于0.8。表明预测值与实际值为强相关,预测模型的

预测精度较高。另外,相应判别系数R2 为0.9993,

接近于1。它表明 GA-ELM 预测模型在高预测精度

的基础上还能保持较好的输出稳定性。

5.2　模型对比

为进一步验证 GA-ELM 模型的输出稳定性,分
别采用BP模型、ELM 模型和 GA-ELM 模型对该测

试集20组样本数据进行预测。其中,经过多次仿真计

算后,BP模型隐藏层数量设定为7,ELM 模型隐藏层

数量取为51。GA算法的种群规模、交叉率、变异率和

终止代数分别设定为45,0.50,0.001和400。基于不

同模型预测结果如图6、7所示。
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图6　不同模型黏结拉拔强度预测值

由图6、7可知:3种模型都取得了相应预测效果,
但 GA-ELM 模型预测误差明显小于 BP 模型和

ELM 模 型。GA-ELM 模 型 的 MAE、MAPE 和

RMSE 分别为1.23%、1.76%和1.61%。与BP神经

网 络模型相比,GA-ELM模型的MAE、MAPE和
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图7　不同模型预测误差

RMSE 分别降低了79.67%、78.74%和78.98%;与

ELM 模型相比,GA-ELM 模型的 MAE、MAPE 和

RMSE 分别降低了87.41%、83.63%和86.94%。这

表明与传统预测模型相比,GA-ELM 模型在预测准

确性和高效性等方面具有更好的优势。

6　结论

(1)采用 GA算法优化ELM 模型,建立基于 GA
-ELM 的水性环氧树脂改性乳化沥青黏结性能预测

模型,预测了水性环氧树脂改性乳化沥青的黏结拉拔

强度。
(2)GA-ELM 模型预测水性环氧改性乳化沥青

黏结拉拔强度具有较高的精确度,MAE、MAPE 和

RMSE 分别为1.23%、1.76%和1.61%。与BP网络

模型和ELM 模型相比,误差降低78.74%~87.41%。
(3)GA-ELM 模型为以后研究水性环氧树脂改

性乳化沥青黏结性能提供了新思路,与原始 ELM 模

型相比,遗传算法降低了 GA-ELM 模型的训练效

率,因此在增加样本数据提高模型预测精度的同时,还
需要进一步减少模型训练时间。
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